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Abstract. Data Quality Management is getting more and more important in business. The retrieved infor-
mation can help a company to improve its competitive advantage, to gain information about the customer
and the business process and can increase the overall performance. This paper covers all these aspects and
explains the main concepts of Data Quality, Management Methods and Knowledge Discovery in data-
bases. Data Mining is the main part of Knowledge Discovery and is used to collect and analyze informa-
tion out of a database.

1 Daten und Datenqualitit

1.1 Einfithrung und Definition

Fragt man Fachleute, was sie unter Datenqualitdt verstehen, erhélt man sehr unterschiedliche Antworten.
Hiufig werden ,,Vollstiandigkeit, ,,Korrektheit* und Ahnliches genannt.

Tatsdchlich ist Data A ,,bessere Qualitdt” als Data B, wenn die Daten die Anforderungen der Kunden besser
erfiillen konnen.

Jedoch ist die Qualitdt von Daten sehr subjektiv, da jedes Unternehmen, jedes System oder jede Person unter-
schiedliche Daten benoétigt. Einige Anforderungen werden von Kunden oder Usern immer an Daten gestellt:

[J Daten sollen relevant fiir den jeweiligen Nutzer sein

[J Daten sollen korrekt sein und es wird ein Minimum an Inkonsistenz verlangt
[1 Daten sollen aktuell sein

[1 Daten sollen leicht verfiigbar und zugdnglich sein

[1 Vertrauliche Daten sollen sicher sein

Dabei sind Anforderungen, wie Genauigkeit, Relevanz und Aktualitét, an die Daten selbst gerichtet, wéhrend
Sicherheit und Vertraulichkeit der Daten die Informationstechnologie betreffen.

Wir beschéftigen uns hier mit den Eigenschaften der Daten selbst, wobei zu beriicksichtigen ist, dass Daten
sehr dynamisch sind und bei fast jeder Verwendung verdndert oder erneuert werden. Diesen Prozess des Da-
tenflusses nennt man auch information chain. Bei diesen Anderungen verlieren Daten oft ihre Korrektheit und
damit ihre gute Qualitdt. Vor allem kurzlebige Daten wie das Konsumverhalten sind von solchen Fehlern
betroffen, wogegen bei langlebigen Daten wie dem Geburtsdatum Fehler gravierender ausfallen konnen und
sich langer halten.

Um die Qualitit ihrer Daten stets hoch zu halten, miissen sich Firmen, Dienstleister oder Amter erst einmal
iiber ihre Business Strategie im Klaren sein. Erst dann konnen sie ihre Aufmerksamkeit auf die relevanten
Daten fokussieren. In den meisten Féllen und vor allem im Dienstleistungssektor sind das die Kundenorien-
tierten Daten. Diese sollten den Anforderungen des Users bzw. des Kunden geniigen. Der Aufbau eines Kos-
ten- und Problembewusstseins hinsichtlich der Auswirkungen mangelnder Datenqualitt ist der erste notwen-
dige Schritt zur Problemldsung. Wichtig ist es auch das Top-Management einzubinden. Nur mit dessen Unter-
stiitzung konnen nachhaltige Verbesserungen erreicht werden. Aulerdem ist es sehr wichtig Verantwortungs-
bereiche zu definieren. Wer braucht welche Daten, wer hat Zugriff, wer ist dafiir verantwortlich? All das kann



durch ein Data Quality Program verwirklicht werden. Dabei werden klare Geschéftsziele festgelegt und defi-
niert, es wird geklart, wo die Probleme liegen, eine Management-Infrastruktur mit Verantwortlichkeitsberei-
chen fiir bestimmte Daten wird erstellt und es wird kontrolliert, ob die entsprechenden Personen auch die
Tools haben um erfolgreich arbeiten zu kdnnen. Weiters wird ein Plan ausgearbeitet, der die besten Verbesse-
rungsmethoden fiir die unterschiedlichen Daten festlegt.

Dabei kann man drei grundlegende Verbesserungsmethoden unterscheiden:

[ Error Detection and Correction

[J Process Control and Improvement

[J Process Design

1.2 Methoden die Datenqualitiit zu verbessern

Wie bereits beschrieben, sollte man sorgféltig entscheiden, mit welcher Methode man die Daten qualitativ
verbessern mochte. Man unterscheidet dabei zwischen KorrekturmaBnahmen (Fehlererkennung und -
korrektur) und PraventivmaBnahmen ( Prozesskontrolle und Verbesserung, Prozess Design).

Um die richtige Verbesserungsmethode fiir die jeweiligen Daten herauszufinden ist es wichtig die Turnover
Parameters, die Raten der Erzeugung und Anderung, zu betrachten. Welche Methoden wofiir am besten ge-
eignet sind, veranschaulichen die Tabelle [Table 1] und die Grafik [Fig. 1]

Grof3 Process Control and improvement
Klein Error detection and correction
Neue Daten | Process Design

Table 1. Methoden zur Verbesserung der Datenqualitét
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Selten ist es gut die gesamten Daten auf einmal zu verbessern. Um herauszufinden mit welchen Daten man
beginnen sollte kdnnte man Listen erstellen nach Relevanz der Daten und nach Fehleranfilligkeit. Die wich-
tigsten Daten mit der groten Fehleranfilligkeit sollte man dann korrigieren. Hierbei sind natiirlich die Daten
die wichtigsten, die die grofite Bedeutung fiir die Business Strategy haben.

Die zweite Uberlegung ist die durch die Fehler entstehenden Kosten zu vergleichen und die teuersten Fehler
zu korrigieren. Sind die Daten nach der Aufsplittung noch immer zu umfangreich, konnte man sie mit aktuel-
len Problemen vergleichen und nach Problemzugehdrigkeit aufteilen.

1.2.1 Fehlererkennung und -korrektur

Die grundlegende Idee dabei ist die Daten nach gegebenen Standards auf ihre Konformitét zu iiberpriifen,
eventuell zu iiberarbeiten und wieder zu iiberpriifen, bis sie den gestellten Anforderungen entsprechen. Das
Ganze wird auch als Database Clean Up bezeichnet.

Eine bequeme Art wird als Laissez Faire bezeichnet. Dabei entdecken Kunden die Fehler, beschweren sich,
und die Fehler werden verbessert. Dabei wird jedoch das Kundenvertrauen strapaziert und die Fehlerrate ist
sehr hoch und bringt daher immense Kosten mit sich.

Im Vergleich etwas schneller und billiger ist es die Werte der Daten mit den entsprechenden Objekten in der
,real world (=Umwelt) zu vergleichen. Bei Kundendaten konnte man Kunden zum Beispiel telefonisch kon-
taktieren um die Daten auf ihre Korrektheit zu tiberpriifen. Doch auch diese Methode ist sehr zeit- und immer
noch relativ kostenintensiv. Aulerdem werden zukiinftige Fehler nicht beriicksichtigt oder vermieden. Sehr
schnell wiren die Daten wieder ,,verunreinigt™ und der teure Prozess miissten erneut gestartet werden. Gut
hingegen ist diese Variante geeignet, um Fehlerraten statistisch zu berechnen und um herauszufinden, wo
Data Quality Programs bendtigt werden bzw. um nach einem solchen Programm die Effizienz und Verbesse-
rung zu messen.

Etwas billiger ist Database Bashing. Dabei werden Daten aus mehreren Datenquellen verglichen. Stimmen
die Daten iiberein, nimmt man an, dass sie korrekt sind. Falls sie nicht iibereinstimmen, werden sie weiter
tiberpriift (mit weiteren Datenquellen oder real world). Die Vorteile liegen hier darin, dass diese Methode
leicht zu organisieren ist und die Kosten auch halbwegs verniinftig sind. Die Fehlererkennung ist gut, vor
allem bei mehreren Datenquellen, die Behebung der Fehler jedoch sehr miihselig. Welcher der Eintrage ist
falsch, welcher ist richtig? Sind eventuell beide falsch? Fehlt bei einer Datenquelle ein Eintrag, ist dies noch
kein Beweis, dass der andere richtig ist. Daher ist diese Methode riskant und kann Fehler {ibersehen. Auch bei
dieser Methode werden zukiinftige Fehler nicht vermieden.

Data Edits sind Computerroutinen, die {iberpriifen, ob die Daten bestimmte Kriterien erfiillen. Diese Kriterien
werden auch Business Rules genannt. In einzelnen Feldern wird kontrolliert, ob der Wert ein Element aus
einem zuldssigen Wertebereich ist. Bei mehreren Feldern wird die Ubereinstimmung iiberpriift. z.B.:
PLZ=1230, Ort=St.Polten In diesem Fall gébe es eine Fehlermeldung, da Postleitzahlen in Niederdsterreich
mit 2 beginnen. Eine weitere Regel ist die Uberpriifung der Wahrscheinlichkeit. Ist der Wert im Feld ,,Ge-
schlecht” weiblich und der Eintrag im Feld GroBe 1.90, dann gébe es ebenfalls eine Fehlermeldung, um die
Eingaben nochmals zu tiberpriifen.

Praktisches Beispiel: Tel.: 01/6650334, Stadt: Wien, PLZ: 2010. Eine Fehlermeldung zeigt den Widerspruch
an, und die PLZ wird ausgebessert.

Bei Database Clean Ups mit Data Edits werden Widerspriiche eliminiert, wobei es einfacher und billiger als
Database Bashing ist. Die Nachteile sind jedoch, dass die Korrektheit der Daten noch keine Garantie fiir die
Genauigkeit ist. Auch wenn keine Widerspriiche in den Daten vorhanden sind, kdnnen sie falsch sein. Auch
diese Methode ist riskant und gibt keine 100% Sicherheit.

Zusammenfassend kann man sagen, dass Error Detection and Correction Daten vergleicht, Widerspriiche
aufzeigt und verbessert, indem die Daten mit Objekten aus der Umwelt, anderen Datenquellen und Business
Rules verglichen werden. Die falschen Daten jedoch richtig zu korrigieren ist sehr schwer und zukiinftige
Fehler werden nicht verhindert. Die vorhandenen Daten werden nur gereinigt, aber die Ursache der Ver-
schmutzung bleibt vorhanden und aktiv, sodass eine Verunreinigung der Daten recht schnell wieder gegeben
ist. Tabelle [Table 2] gibt eine Ubersicht iiber die Methoden, ihre Anwendungshiufigkeit und deren Auswir-
kungen.
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Table 2. Methoden zur Fehlererkennung und -korrektur

1.2.2 Prozesskontrolle und Verbesserung

Bei der Kontrolle des Prozesses und dessen Verbesserung werden die Wurzeln der Fehler gesucht und beho-
ben um die Fehlerrate zu senken. Nehmen wir einen komplexen Prozess als Beispiel:

Er besteht aus dem Kundenservice, der sich um den Verkauf kiimmert, der Annahmestelle fiir Bestellungen,
die diese in den PC eingibt, der Lieferabteilung, die sich nur um die Auslieferung kiimmert, und der Verrech-
nung. In dem ganzen Prozess kommt es oft zu Fehlern bei der Verrechnung. Also wird dem Problem nachge-
gangen und man bemerkt, dass die Arbeiter der Lieferabteilung die Stiickzahlen korrigierten, weil sie bei
falschen Mengen an einen Eingabefehler bei der Bestellung dachten. Dies ist ein typisches Beispiel fiir Lii-
cken in der Informationskette. Die Losung ist den Prozess aufzusplitten, auf die Ursache aufmerksam zu ma-
chen und eventuell Kontrollen durchzufiihren.

Bei Fehlern in der Eingabe konnten Edits die Fehler anzeigen, die danach in einem Log File gespeichert wer-
den. Bei der Auswertung des Log-Files wird analysiert, wo die Fehler auftreten und was die Ursache sein
konnte. Danach kann man daran arbeiten, diese Fehler zukiinftig zu vermeiden. Besonders effektiv ist diese
Methode bei Daten, die sehr haufig erneuert oder erweitert werden.

1.2.3 Prozessdesign

Process Design konzentriert sich darauf Prozesse weniger fehleranfillig zu gestalten. Dabei werden bereits im
Entwurfstadium mogliche Fehlerquellen beriicksichtigt und vermieden, indem neue Technologien verwendet
werden um Menschen Tétigkeiten abzunehmen, da diese sehr fehleranfillig sind. Zum Beispiel werden Bar-
codes statt langen Nummern verwendet. Dadurch kdnnen Tippfehler vermieden werden.

Data Edits werden von Anfang an im Datenbankentwurf beriicksichtigt. Verantwortungsbereiche werden klar
verteilt und Verantwortliche bekommen Tools und Zugriffsrechte, die sie brauchen.

Quelle von Kapitel 1 siche [1]

2 Data Quality Management

2.1 Qualitiat als Marktfunktion

Die Qualitdt eines Produkts (einer Dienstleistung), das ein Unternehmen am Markt anbietet, wird von folgen-
den Faktoren maB3geblich beeinflusst [8]:



[J Der Kunde ist die vorausgesetzte Zielgruppe, reagiert teils rational und teils emotional und beinflusst damit
die Qualitét

[l Der Markt ist Handlungsort des Wettbewerbs, er setzt Normen und 16st ein Benchmarking aus; hier treffen
die Produkte aller Unternehmer aufeinander und Qualititsunterschiede werden sichtbar

[ Der Staat schafft mit Gesetzen und Verordnungen einen Rahmen, in dem sich die Qualitdt befinden muss

[1 Weitere von AuBen einflussnehmende Faktoren sind Politik, Gesellschaft und Forschung

[J Als interner Faktor zdhlt das Unternehmen (und sein Personal), das einen eigenen Anspruch definiert. Es
ist fir die Prozesse, die zu dem Produkt (und somit der Qualitdt) fithren, verantwortlich und ist abhéngig
von den gegebenen Mitteln und den Fahigkeiten der Lieferanten

Ein erfolgreiches Qualitdtsmanagementsystem liefert somit internen und externen Zweck und Nutzen:

[J Kundenzufriedenheit, bessere Konkurrenzfahigkeit, Nachweis der Sorgfaltspflicht bei Haftungsfragen

[J Transparenz innerhalb der Organisation, Optimierung der Prozesse, Férderung des Qualitétsbewusstseins

2.2 Total Data Quality Management

Die Herstellung eines Produkts kann als Prozess gesehen werden, der Rohstoffe in physikalische Produkte
umwandelt. Analog kann die Herstellung von Information als Prozess gesehen werden, der Roh-Daten in
Informations-Produkte umwandelt. Das Ziel
dieses Prozesses ist, qualitativ hochwertige

Information Products (IP) zu erzeugen. Mit  Desine IMS Measure
Total Data Quality Managment (TDQM)
wird versucht dieses Ziel zu erreichen, wo- o
bei es darum geht eine organisationsweite T|rQ
Daten-Qualitits-Richtlinie zu implementie- Inforlsation
ren, die vom Top-Management getragen Product
wird. ¥
Das Definieren, Messen, Analysieren und IPC Legend
. . . . IP:  Information Product
Verbessern von Information ist unablissig Analyze IPC: IP Characteristics
fiir ein hochqualitatives IP. Diese 4 Schritte Improve IS, ntormmtion Manufacturing
beschreibt der in der TQM-Literatur be- System
kannte Deming-Zyklus, der in abgewandel-
ter Form in Fig. 1. abgebildet ist. Fig. 2. Schema der TDQM-Methodologien

In der Definitionsphase werden wichtige 1Q-

Dimensionen und korrespondierende 1Q-Anforderungen festgestellt, in der Messphase werden 1Q-Metriken
produziert, in der Analysephase werden die Ursachen fiir [Q-Probleme gesucht und deren Einfluss berechnet.
Im letzten Schritt soll die 1Q verbessert werden.

1Q Kategorien 1Q Dimensionen

Intrinsic 1Q Accuracy, objectivity, believability, reputation

Contextual 1Q Relevancy, value-added, timeliness, completeness, amount of information

Representational 1Q Interpretability, ease of understanding, concise representation, consistent
representation

Accessibility IQ Access, security

Table 3. Information-Qualitéts-Kategorien und Dimensionen [9]

Die TDQM-Methodologien [9]

Um die TDQM-Methodologien umzusetzen muss ein Unternehmen das IP mit genauen Geschéftsausdriicken
benennen, ein [P-Team zusammenstellen, 1Q-Management-Féhigkeiten der Mitarbeiter ausbauen und eine
laufende IP-Verbesserung einfiihren.

Define IP. Auf der einen Seite ist das Informationsprodukt in Ausdriicken, die ihre Funktionalitit fiir den
Kunden représentieren, zu beschreiben. Auf der anderen Seite miissen die Grundbestandteile des IP und ihre
Beziehungen untereinander identifiziert werden. Hierfiir eignet sich ein Entity Relationship Diagramm (ER).
Dann miissen die IQ-Anforderungen aus der Sicht der IP-Anbieter, der IP-Produzenten, der Konsumenten und



des Management gefunden werden. Diese werden dann den einzelnen Teilen des IP zugeordnet und die Attri-
bute des ER entsprechend erweitert.

Genauso wichtig wie das Identifizieren der IQ-Dimensionen ist die Modellierung des Informations-
Herstellungs-Prozesses.

Measure IP. Der Schliissel zu einer sinnvollen 1Q-Messung ist das Definieren von Metriken. Diese kénnen
die iiblichen MaBeinheiten wie Genauigkeit, Piinktlichkeit, Vollstdndigkeit und Konsistenz sein. Beispiele
dazu wiren: der Prozentsatz der inkorrekten Kunden-Adressen, ein Indikator, wann die Daten das letzte Mal
verdndert wurden, der Prozentsatz von Kundendatensédtzen mit fehlenden Werten, oder die Anzahl der Daten-
sdtze, die die Referentielle Integritit verletzen.

Analyse IP. Basierend auf den Messresultaten des vorhergehenden Schritts kann das [P-Team nun die Ursa-
chen der Fehler fiir die IQ-Probleme herausfinden. Dabei bedient man sich Methoden des Data Minings (s.
Kap. 3).

Improve IP. In der Verbesserungsphase legt das IP-Team die Schliisselbereiche fest, die die Verbesserung
betreffen sollen, wie: den Informationsfluss auf eine Linie bringen, die Schliisselcharaktere des IP wieder an
die Geschiftsbediirfnisse anpassen. Diese Auswahl soll natiirlich die Machbarkeit und den Kosten/Nutzen-
Faktor berticksichtigen.

Durch TDQM kann dem Kunden das Entdecken von IQ-Problemen erspart werden und das IP kann kontinu-
ierlich verbessert werden. Weiters steigert der Prozess das Wissen iiber das Produkt und bringt auch die Sicht
des Kunden in den Vordergrund. Somit sind die TDQM-Methodologien erfolgreich um das Potential von
Organisationen des 21. Jahrhunderts zu erhdhen und einen Wettbewerbsvorteil zu erlangen.

2.3 Kosten und Return of Investment

Beispiele fiir schlechte Datenqualitit hat jeder schon selbst erlebt. Im privaten Bereich bleibt es oft nur bei
einem Argernis, wenn etwa gleiche Anschreiben wiederholt eintreffen oder Bestellungen mehrmals abgewi-
ckelt werden. Aus Unternehmenssicht kann mangelhafte Datenqualitdt jedoch gleichbedeutend mit Kosten in
Millionenhdhe, mit massiven Beeintrachtigungen der Kundenbeziehungen und dem Verpassen strategischer
Chancen sein. Umso erstaunlicher ist es, dass ein entsprechendes Problembewusstsein sich nur langsam ent-
wickelt und ein konsequentes Datenqualitdtsmanagement im Unterschied zu den Qualitétsbemiihungen in
anderen Unternehmensbereichen heute noch die Ausnahme ist. Unklar ist, worauf dies zuriickzufiihren ist. An
Beispielen fiir die negativen Auswirkungen von mangelnder Datenqualitdt fehlt es jedenfalls nicht. Im Fol-
genden werden einige gravierende Fille beschrieben [19]:

[1 Falsche Preisdaten in Datenbanken des Handels kosten amerikanische Konsumenten schitzungsweise 2,5
Mrd. Dollar jahrlich. Datenaudits haben gezeigt, dass vier von fiinf fehlerhaften Preisinformationen, die
liber Barcode-Scanner ausgelesen werden, den verdffentlichten Warenpreis iibersteigen.

[1 Die Expertenschitzungen iiber die Kosten fehlender Datenqualitdt erreichen ausnahmslos signifikante
GroBenordnungen. So bewegen sich drei voneinander unabhéngige Schétzungen iiber die Hohe der ,,Total
Cost of poor Data Quality* in einer Grof3enordnung zwischen 8 und 12% des Umsatzes.

[1 Andere Erhebungen zeigen, dass im Durchschnitt zwischen 15 und 20% der Datenwerte in typischen Kun-
dendatenbanken fehlerhaft sind. Die Kostenauswirkungen etwa auf Mailings im Rahmen eines Database-
Marketings lassen sich leicht hochrechnen.

[J Zweimal hat die Dresdner Bank die Wertpapierdepots ihrer Kunden in Euro umgerechnet. Auf dem Konto-
auszug stand dadurch nur noch ein Viertel des urspriinglichen Guthabens. Dieser Programmfehler ist mitt-
lerweile behoben worden. Den Angaben der Verbraucherzentrale Nordrhein-Westfalen zufolge ist dies
kein Einzelfall, da schon mehrere Beschwerden von anderen Bankkunden vorliegen.

Die Kosten fiir ein Data Quality Management Programm héngt stark vom Umfang der Implementierung ab.

Bei der Verbesserung der Datenqualitit kann man die Kosten durch Beriicksichtigung der Anderungshiufig-

keit verringern indem man die passende Methode (Praventiv-Mafnahmen, Korrektur-Mainahmen; sieche

Kapitel 1.2) einsetzt. Die Verwendung von vorhandenen Tools zur Datenanalyse erhoht die Effektivitdt eines

DQM Programms und macht es preiswert.

Da ein gut angepasstes Programm schon bald einen messbaren Erfolg liefert und dadurch eine teure Nachkor-

rektur der Daten nicht mehr notwendig ist, kann der Return of Investment sehr hoch sein: groe Unternehmen

sind sich einig, dass ihre DQM-Programme einen groen Nutzen gebracht haben. Beispielsweise spricht ein

Senior Manager von Microsoft von einem ,,Zehnfachen Return of Investment von den anfanglichen Investiti-

onskosten in Trillium Software in nur einem Jahr [20].



3 Knowledge Discovery in Databases (Data Mining)

3.1 Begriffe

Knowledge Discovery in Databases

Data Mining wird oft im Zusammenhang mit Knowledge Discovery genannt. Manchmal werden beide Begrif-
fe auch synonym verwendet. Dabei ist aber Knowledge Discovery der gesamte Findungsprozess (von Frage-
formulierung bis zur Ergebnisinterpretation) und Data Mining lediglich die Suche nach auffilligen Mustern,
Trends etc.. Wenn Data Mining der Arbeit des Goldwischers entspricht, dann erstreckt sich Knowledge Dis-
covery von der Absteckung des Claims iiber Besorgung der Ausriistung bis zur Bewertung der Funde. Insbe-
sondere wirkte sich die Auswahl der hypothetisch zu priifenden Muster auf die Interpretierbarkeit und Ver-
wendbarkeit der Mustererkennung aus, weshalb aus der Disziplin, die ,,essentiellen Muster fiir das Data
Mining festzulegen, das Betitigungsfeld des Knowledge Discovery in Databases (KDD) entstand.

Diese Wissensentdeckung in Datenbanken ist der nichttriviale Prozess (d.h. nicht nur eine einfache Kennzah-
lenberechnung) der Identifizierung valider, neuer, potentiell niitzlicher und schlielich versténdlicher Muster
in Daten. KDD beschreibt automatisierte Verfahren, mit denen RegelméiBigkeiten in Mengen von Datensitzen
gefunden (unter Nutzung von Data Mining Methoden) und in eine fiir Nutzende verstindliche Form gebracht

werden.
( Interpretations :,
Evalustion

Drata Mining

Tranzformation

Freprocessing

: Transformed
N Preprncessed Data

Drat
~ Target Data "

Fig. 3. Knowledge Discovery in Databases (KDD) ist ein mehrstufiger Prozef3 [5]

Prozessphase Erklérung |

Selection Auswahl aus der Roh-Datenmenge, da evtl. nur ein Teilbereich der Daten untersucht
werden soll oder die Roh-Datenmenge so umfangreich ist, dass eine Auswahl getroffen
werden muss.

Preprocessing Dient der Séduberung und Aufbereitung der ausgewdhlten Daten; evtl. Beseitigung oder
Korrektur falscher Eintrige sowie Ergéinzung fehlender Objekte.

Transformation Daten werden fiir die nachfolgende Analyse vorbereitet; z.B. konnen die Daten durch
Reduktion von Dimensionen oder andere Transformationsmethoden reduziert werden.

Data Mining Herzstlick des KDD Prozesses. Durch Anwendung von Data Mining-Verfahren werden
interessierende Muster und Beziehungen in den Daten erkannt.

Interpretation Schlieit den KDD Prozess ab. Werden die Ergebnisse als ausreichend und valide er-

Evaluation kannt, so ist der Prozess beendet. Ansonsten kann wahlweise jeder der vorigen Schritte
beliebig oft wiederholt werden.

Table 4. Von den Geschiftszielen bis zum Monitoring [5]

Data Mining
Data Mining ist ein Teilschritt des KDD-Prozesses, der aus Algorithmen besteht, die in akzeptabler Rechen-
zeit aus einer vorgegebenen Datenbasis eine Menge von Mustern liefern [5].



Die gefundenen Definitionen fiir das Data Mining sind vielfaltig. Kern der Begriffsbestimmung ist die Aussa-
ge, dass Data Mining Systeme wortlich nach Daten schiirfen und graben, wobei das implizite Ziel, wonach
»gegraben® wird, Informationen beziehungsweise Wissen zu erhalten ist. Anderenorts erweitert wird diese
Bestimmung um den Fakt, dass in den Datenbestinden nach Wissen geschiirft wird, die zwar in den vorlie-
genden Informationen schlummern, aber nicht sichtbar sind.

Als Data Mining bezeichnet man die softwaregestiitzte Ermittlung bisher unbekannter Zusammenhénge,
Muster und Trends in sehr grofen Datenbanken. Wissen bedeutet nicht nur Macht. Insbesondere lésst sich
dieser Wissensvorteil auch zur Generierung von neuen Umsétzen und Gewinnen fiir die Wirtschaft nutzen.
Dieses Wissen entspricht also heute dem Gold, nach dem frither gegraben wurde. Die Ergebnisse eines Data
Mining Prozesses lassen Muster in Daten erkennen, weshalb der Begriff ins Deutsche iibersetzt "Datenmus-
tererkennung" lautet. Die Muster kdnnen vergangene oder auch in der Zukunft liegende Trends sein.

Data Mining wurde zuerst fiir die Analyse von Datenbeziehungen auf eine statistische Art und Weise benutzt,
sowie in der Forschung wo groBle Datenbestéinde in Datenbankmanagementsystemen ruhten. Fiir diese Vorge-
hensweisen dachte man an Algorithmnen und Computerprogramme, mit denen die Beziehungen zwischen den
Daten mittels Datenmustern ermittelt werden konnten. Data Mining stellt also die Anwendung spezifischer
Algorithmen zur Extraktion von Mustern aus Daten dar.

Die friihen Vorgehensweisen bestanden meist aus dem Aufstellen von Hypothesen, die sich aus dem vorlie-
genden Datenmaterial als richtig oder falsch bestétigten. In den frithen Achtzigern fingen Forscher der kiinst-
lichen Intelligenz an, Algorithmen zu entwickeln, mit denen dann umgekehrt vorgegangen werden konnte.
Aus den Daten sollten Hypothesen berechnet werden, die neu und interessant waren. Diese mussten dann
erneut iberpriift und interpretiert werden [18].

Data Mining sind DB-basierte Verfahren, die unter Verwendung von Methoden der Statistik (z.B. Regressi-
onsanalyse) und der Al (z.B. Kiinstliche Neuronale Netze) selbstéindig Annahmen generieren (,,machine lear-
ning®), tiberpriifen und entsprechende Ergebnisse prisentieren. In der weniger ambitionierten Variante: DB-
basierte statistische oder Al-Verfahren, die zumindest bereits vorhandene Vermutungen anhand konkreter
Datenbasen tiberpriifen [2].

Data Warehouse

Das Data Warehouse lésst sich einfach erkldren, wenn man es als das sieht, was es im Prinzip ist, ein ,,Daten-
Lagerhaus®. Es stellt die zentrale Sammelstelle fiir Unternehmensdaten dar. Es ist eine riesige Datenbank, die
alle Informationen und Daten eines Unternehmens in eine sinnvolle Struktur bringt, da es sonst so gut wie
unmdglich wire, aus allen unternehmensweiten Daten wertvolles Wissen zu extrahieren.

Urspriinglich waren es hauptsichlich technische Griinde, die fiir die Entwicklung eines Data Warehouse spra-
chen, wie zum Beispiel heterogene Datenbestinde, die schwer in Einklang zu bringen waren. Aber auch hier
spielen heute zusitzlich die Auswirkungen der Informationsgesellschaft mit eine Rolle. Es soll dem Anspruch
gerecht werden, jedem Mitglied eines Unternehmens jederzeit die Moglichkeit zu geben, die individuellen
Informationsbediirfnisse zu befriedigen. Dazu sind Datenstrukturen und eine Organisation der Daten notwen-
dig, die es einfach machen, mittels weit verbreiteter Software Anfragen, Graphiken und Analysen zu erstellen.
Mit dem in dieser Arbeit festgelegten Ziel des Beschreibens des Umfeldes des Data Mining ist aber vor allem
die Tatsache wichtig, dass erst nach spezieller Behandlung der Daten eine Extraktion von Information statt-
finden kann. Die Rohdaten, kommend von den meist vielen verschiedenen operativen Systemen, miissen nach
langen Planungsphasen integriert, konvertiert, gefiltert, verdichtet und standardisiert werden. Es bedarf groBer
Anstrengung, diese Aufgabe des Zusammenfiihrens zu erfiillen, schlieBlich geht es im Regelfall um Daten-
aufkommen im Terabyte-Bereich.

Der grundlegende Unterschied zu konventionellen Datenbanken ist allerdings, dass das Data Warehouse his-
torische, zusammengefasste und konsolidierte Daten speichert. So ist es zum Beispiel nicht moglich, einmal
gespeicherte Daten im Warehouse wieder zu 16schen [18].

Data Mart

Ein Data Mart stellt ein Subsystem eines Data Warehouse dar, welches lediglich auf einen Betriebsbereich
oder wenige Betriebsbereiche beschrinkt ist. Es ist also eine Spezialierung und kann auch alleine fiir Mining
Zwecke fungieren. Der Umfang ist im Vergleich zu Data Warehouses wesentlich geringer. Durch den Einsatz
von Data Marts konnen schnell Erfolge erzielt werden [18].



3.2 Data Mining mit Einsatz eines Data Warehouse

Informationen zu Data Mining wurden meist nur im Rahmen des Data Warehouses gegeben. Dies mag die
Aussage vieler Autoren unterstiitzen, dass die mustererkennenden Verfahren nur bei entsprechendem Daten-
material erfolgreich sein konnen. Eine notwendige Bedingung fiir den erfolgreichen Einsatz von Data Mining
Werkzeugen ist die Bereitstellung einer konsistenten, qualitativ hochwertigen Datenbasis, die am sinnvollsten
durch ein Data Warehouse zur Verfiigung gestellt wird.

Der Aufwand, ein Data Warehouse oder Data Marts zu implementieren, dient nur einem Grund, ndmlich die
im Unternehmen vorhandene Datenbasis zu analysieren und Informationen zu erhalten, mit denen entweder
kiinftig Ausgaben verringert oder Umsitze bzw. Gewinne erhoht werden kdnnen.

Data-Mining soll die Antworten auf Fragen liefern wie ,,Warum wurde dieses Produkt in dem Gebiet X am
besten verkauft?“. Dies geschieht durch die Analyse der im Data-Warehouse oder Data-Mart zur Verfiigung
gestellten Daten mit geeigneten Algorithmen und Methoden. Ein solches System in seiner Gesamtheit wird
auch oft mit "Business Intelligence" bezeichnet, die Analysewerkzeuge auch als Business Intelligence Tools
(BIT) [18].

Vorteile

[J Zugriff auf bereinigte, eventuell aggregierte Daten

[J kein Performanz-Verlust im Bereich der operativen IS

[J verbessertes Datenmodell im Data Warehause kann den Data Mining Prozess erleichtern.
[ Data Mining Ergebnisse konnen wiederum im Data Warehouse abgelegt werden.

Interne

heterogene

operativa Systeme

und Daten Data
Aufbereitungs- oder Warahouse-

externe Quellen  Entkoppalungsbasis Bestand

-

3 —"“-é Aufberestung |
W e Exfraktion Mo

Fig. 4. Data Mining im Rahmen der Data Warehouse Architektur

3.3 Data Mining Technologien

Klassifikation

Bei der Klassifikation geht es um die Einteilung der Daten in vorgegebene Gruppen. Diese Methode des ,,Su-
pervised Learning™ wird durch eine Person iiberwacht. Das System wird mit Trainingsdaten trainiert, die
bereits Gruppen zugeteilt wurden. Nach dem Training werden unbekannte Daten verarbeitet [3, 10].

Clustering

Beim Clustering handelt es sich um ,,Unsupervised Learning®, es findet also keine Uberwachung statt.

Ziel des Clusterings ist die Identifikation einer endlichen Menge von Kategorien, Klassen oder Gruppen
(Cluster) mittels Algorithmen in den Daten. Dabei wird keine Vorgaben der Gruppenhierarchie gemacht.
Objekte im gleichen Cluster sollen moglichst dhnlich sein und Objekte aus verschiedenen Clustern sollen
moglichst undhnlich zueinander sein [3, 10].



Fig. 5. Cluster unterschiedlicher Grof3e, Form und Dichte [10]

Die Ahnlichkeit wird meistens durch eine Distanzfunktion ermittelt, wobei zwei Objekte dhnlich sind, wenn
ihre Distanz gering ist. Beispiele von unterschiedlichen Clustern sind in Fig. 1 abgebildet.

Typische Anwendungen fiir Clustering und Klassifikation sind Kundensegmentierung, Bestimmung von Be-
nutzergruppen auf dem Web, Strukturierung von groBen Mengen von Textdokumenten oder die Erstellung

von thematischen Karten aus Satellitenbildern [10]. Kunde kauft
beide Produkte

Assoziation

Diese Analyse wird hdufig eingesetzt um aus einer Transakti-
onsdatenbank Daten iiber das Kundenverhalten zu gewinnen.
Assoziationsregeln zeigen beispielsweise, welche Produkte
hiufig zusammen gekauft werden. Diese Information kann dann
z.B. bei der Reorganisation eines Supermarkts verwendet wer-

den [10]. Kunde kauft Kunde kauft
Produkt A Produkt B

Sequenzanalyse

Erkennen von Mustern in der zeitlichen Abfolge von Daten [3]. Fig. 6. Assoziationsregeln

Generalisierung

Durch die Generalisierung werden Analysen ermdoglicht, die nicht auf den detaillierten Daten, sondern auf
aggregierten Daten basiert. Durch die kompakte Beschreibung einer gegebenen Datenmenge erhélt man eine
deutlich kleinere Menge von Datensétzen mit Attributwerten auf abstrakterem Niveau. Die dadurch erreichte
Generalisierung lésst sich fiir Online Analytical Processing (OLAP) anwenden oder um automatische Zu-
sammenfassung von Daten z.B. fiir Manager zu erstellen.

Diese Generalisierung kann manuell bzw. automatisch erfol- Region
gen.

Data Cubes sind eine Mdglichkeit diese Generalisierung in
einem Data Warehouse zu modellieren. Dabei werden die
unabhéngigen Attribute (z.B: Produkt, Kunde) aufgrund einer
Konzepthierarchie als Dimensionen verwendet und die abhén-
gigen Attribute (z.B. Preis, Gewinn) als Malle. Die Dimensio-
nen spannen dann einen multidimensionalen Datenraum auf,
wihrend die Zellen die aggregierten Maf3e fiir den entspre-
chenden Teilraum enthalten. Die Implementierung in SQL
kann mit Group-By, Cross-Tab und Sub-Totals erfolgen, z.B.: Zeit Preis

Produkt

SELECT RegionID, ProduktID, QuartallD,

SUM (Preis)

FROM Transaktion Fig. 7. Data Cube [10]
GROUP BY RegionID, ProduktID, QuartallD;

[10, 11]

Weitere Paradigmen

[ induktive Logik-Programmierung: Verwendung von priadikatenlogischen Regeln 1. Stufe

[1 Genetische Algorithmen: allgemeines Suchverfahren basierend auf dem Prinzip der biologischen Evolution
[J Neuronale Netze: System mit 3 Schichten (Input-, verborgene -, Output-Schicht)
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3.4 Data Mining Werkzeuge

Wie kann ein Unternehmen die besten Kunden binden? Welche Kunden wird man am ehesten verlieren und
warum? Welche Kunden haben betriigerische Absichten? Die Antworten zu diesen Fragen liegen in grofen
Unternehmen meistens verborgen in den enormen Datenbestéinden, die sich im Laufe der Zeit angesammelt
haben. Doch wie bringt man diese Daten an die Oberfliche? Durch Data Mining und mit Hilfe von Data Mi-
ning Werkzeugen.

Data Mining Werkzeuge werden aber nicht nur gerne in Unternehmen eingesetzt, sondern auch um Probleme
in Technik und Wissenschaft zu 16sen. Da die moglichen Anwendungsgebiete und die Erfordernis, vorhande-
ne Daten sinnvoll zu nutzen, in den letzten Jahren stark gewachsen sind, hat sich auch die Anzahl der Anbie-
ter von Data Mining Software rapide erhoht. Auf der Website von KDNuggets [12] werden iiber 50 Werkzeu-
ge aufgelistet, die den vollen Knowledge Discovery Prozess unterstiitzen. Weiters sind dort noch viele Spezi-
al-Programme zu finden, die die Umsetzung von Teilaspekten von Data Mining ermdglichen, wie etwa
Clustering, Cleaning, Statistische Auswertungen oder auch Web Mining.

Fiir Unternehmen kann Data Mining grof3e Vorteile bringen. Allerdings ist dieser Prozess auch oft unhandlich
und ineffizient. Viele Softwareangebote sind nur schwer in die vorhandene Unternehmensstruktur einzubin-
den, nur bedingt skalierbar oder implementieren nur teilweise vorhande Modellierungstechniken oder Algo-
rithmen.

Laut DataQuest war IBM 1997 mit 15% Marktanteil der Data Mining Software-Marktfiihrer. Weitere Spit-
zenreiter mit ihren Produkten sind Unica, SAS und SPSS. In diesem Kapitel werden 3 fiihrende Data Mining
Werkzeuge verglichen. Diese sind IBM Intelligent Miner von IBM [13], Clementine von SPSS [14] und SAS
Enterprise Miner [15].

Systemanforderungen und Architektur

Die Systemanforderungen, also die unterstiitzten Computer-Plattformen, die zugrunde liegenden Datenbanken
und Netzwerktopologien sind bei bestimmten Unternehmen und Projekten meistens unterschiedlich. Ein deut-
licher Unterschied zwischen High-end und weniger teuren Data Mining Produkten ist oft in der Unterstiitzung
fiir groBe Datenmengen zu finden. Die Applikationen verwenden meistens Datenmengen, die zu gro sind um
sie in den physischen RAM des Computers zu laden, das Resultat ist langsame Verarbeitung, da die Daten aus
und in den virtuellen Speicher geladen werden miissen. Deswegen erfreut sich das Client/Server-Modell gro-
Ber Beliebtheit. Dabei wird eine leistungsstarke Workstation zur Verarbeitung eingesetzt, wihrend die Ana-
lysten von ihren kleiner dimensionierten Desktop-Computern ihre Anfragen an den Server schicken. Trotz-
dem hat die Netzwerk-Bandbreite nach wie vor einen grofen Einfluss welches Werkzeug passend ist. [16]

Produkt Server Client Daten-Input

IBM Intelligent Miner Windows NT/2000, Windows, AIX, OS/2 IBM DB2 und andere
AIX, 0S/390/400, mit IBM Data Joiner!

SPSS Clementine Windows NT/2000, Windows NT/2000,
Solaris, HP/UX, AIX Solaris, HP/UX, AIX

SAS Enterprise Miner Windows NT, 2000, Windows 98, 2000, NT Oracle, SQL Server,
UNIX (Sun, HP, IBM, DB2, ODBC, Text-files,
Compaq), MVS, Linux SPSS and SAS files

Table 5. Unterstiitzte Software and Hardware

Methoden und Anwendung

Alle drei Produkte implementieren die bekanntesten Data Mining Methoden und Algorithmen wie Neuronale
Netze, Assoziationen, verschiedene Clustering-Methoden, Regression oder Datenreduktion. Dennoch zeigen
sie in Detailbereichen unterschiedliche Schwerpunkte.

IBM’s Intelligent Miner hat den Vorteil Marktfiihrer zu sein mit einem gute Angebot an Service und Support.
SPSS’s iiberzeugt mit ausgezeichnetem Support und einer bequemen Bedienung (bei gegebener UNIX-
Vertrautheit). SAS’s Enterprise Miner besticht durch gute statistische Funktionen und Makrofahigkeit. [16]

' IBM Data Joiner unterstiitzt u.a. Informix, Microsoft SQL Server, Oracle, Sybase SQL Server, Teradata
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3.5 Text Mining

Text Mining ist die linguistische Analyse, um Gemeinsamkeiten in Dokumenten zu identifizieren, sie zu indi-
zieren und zu clustern. GroBe Mengen von textueller Information sind heutzutage elektronisch abrufbar - man
denke nur an das Internet oder auch Intranets, die in vielen Unternehmen den groBen Teil der gespeicherten
Informationen ausmachen. Text-Mining hat zum Ziel, diese reichen Quellen von Informationen der maschi-
nellen inhaltlichen Analyse zugiinglich zu machen. Ahnlich wie Data-Mining die Analyse strukturierter und
numerischer Daten bezeichnet, beschreibt der Begriff des Text-Mining eine Menge von Methoden zur (halb-)
automatischen Auswertung grofer Mengen natiirlichsprachlicher Texte. Es beinhaltet z. B. die Organisation
von Textdatenbanken, ihre Zusammenfassung und explorative Analyse. Ziel ist nicht die umfassende und
exakte semantische Analyse eines Textes, sondern partielle und robust handhabbare Auswertungen in Hin-
blick auf spezielle Aufgabenstellungen. Text-Mining ist ein multidisziplindres Forschungsgebiet mit Einfliis-
sen aus der Computerlinguistik, dem maschinellen Lernen, dem Information Retrieval und der Statistik [6].

3.6 Web Mining

Web Mining bezeichnet die Muster und Strukturerkennung im Internet [3].
Unter Web Mining fasst man die Analyse von WWW-Dokumenten (Web Content Mining) und WWW-
Zugriffsdaten (Web Usage Mining) zusammen. Letztere sind fiir Marketingfragestellungen im Bereich E-
Commerce von besonderer Bedeutung.

[ Web Mining ]

1
[ Web Content Mining ] [Web Structure Mining ] [ Web Usage Mining ]

Web Page Content Search Result Mining General Access Pattern Customized Usage
Mining Tracking Tracking

Fig. 8. Ubersicht Webmining [5]

Es werden 3 Arten von Web Mining unterschieden:

Web Content Mining

Das Internet bietet zu jedem Thema unzéhlige Informationen und vielfaltige Dateninhalte. Web Content Mi-
ning befasst sich mit der Analyse von den im Netz befindlichen Daten. Dazu gehdren textuelle und multime-
diale Informationen jeglichen Formats und auch die Verbindungen (Links) zu den Nachbarseiten. Web-
Inhalte sind : Texte, Bilder, Audio, Video, Metadaten und Hyperlinks.

Ein Ziel kann die Einteilung (Segmentierung) der Daten in thematisch zusammenhingende Bereiche sein.
Hierfiir konnen Algorithmen der automatischen Klassifikation (Clusteranalyse) herangezogen werden. Die
Ahnlichkeitsberechnung zweier Dokumente kann z.B. mit statistischer Gewichtung von Schlagwértern
erfolgen.

Auch die Untersuchung der Verbindungen der Seiten untereinander kann helfen, die inhaltliche Verwandt-
schaft von Webseiten abzuleiten. Dem Entwickler der Webseiten darf unterstellt werden, dass sich sein Wis-
sen iiber semantische Zusammenhinge zweier Seiten in den entsprechenden Verbindungen ausdriickt. Oft
werden Ansétze beschrieben, die das Web als gerichteten Graph modellieren, wobei die Dokumente auf die
Knoten und die Links auf die Kanten abgebildet werden. Mittels Graphentransformationen und Bewertung
wird nach Mustern in der Struktur des Webs gesucht, die auch Aussagen iiber den Inhalt der vernetzten Do-
kumente zulassen.

Web Structure Mining
Web Structure Mining ist die Analyse der Hypertext-Struktur einer Webseite und wird meistens als Hilfsprob-
lem in einem der anderen beiden Bereiche (Web Content Mining, Web Usage Mining) behandelt, das heif3t
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dieser Bereich befasst sich explizit mit der Analyse der Struktur im Web, zum Unterschied von Web Content
Mining, das sich mit der Analyse von den im Netz befindlichen Daten befasst.

Web Structure Mining steht allerdings in enger Beziehung zu Web Content Mining, da in fast allen Web Sei-
ten Links vorkommen und beide Bereiche die urspriinglichen Daten im Web verwenden. Oft werden beide
Bereiche gemeinsam durchgefiihrt.

Ebenfalls eine Aufgabe von Web Structure Mining ist die Erforschung der Struktur des Webdokuments selbst.
Diese Aufgabe des Structure Mining wird verwendet um einzelne Schemata von Webseiten zu erhalten.
Dadurch wird die Navigation im Netz erleichtert und Webseiten und deren Struktur kénnen verglichen oder
integriert werden. Die Suchmaschine Google verwendet dieses Prinzip [6].

Web Usage Mining

Die Interaktion des Benutzers mit dem Internet ist Zentrum der Fragestellungen des Web Usage Minings. Wie
navigiert er durch die Netzstruktur? Welche Inhalte bewegen ihn zu welchem Handeln?

Sofern sich der Benutzer nicht freiwillig zu erkennen gibt (z.B. Benutzer-Login in eine Site), spricht man von
nichtpersonalisiertem Web Mining, da der Benutzer anonym seine Seitenanfragen im Hitlog hinterlasst bzw.
die Aktionen, die er auf den Seiten auslost, keiner realen Person zugeordnet werden kdnnen. Im anderen Fall
spricht man von personalisiertem Web Mining, da der Benutzer namentlich bekannt ist und sogar zusétzliche
Datenquellen (z.B. demographische Daten) zur Analyse hinzugezogen werden konnen.

In einem ersten Schritt konnen durch einfache Statistiken schon wichtige Fragestellungen beantwortet wer-
den, z.B. kann die Haufigkeit der Zugriffe auf die Seiten einen Verkniipfungsfehler der Seiten untereinander
aufdecken. Das Benutzerverhalten selbst kann jedoch erst durch die Aufdeckung von Mustern innerhalb der
Seitenanfragen und Aktionen aufgedeckt werden. Ein Mittel ist die Generierung von Assoziationsregeln,
welche das Benutzerverhalten in sog. WENN-DANN-Regeln beschreiben (z.B. WENN Produktseite und dann
zusatzliche Informationsseite, DANN zu 25 % Bestellseite). Fiir eine solche Regel muss die Sequenz der
Seitenanfragen des Benutzers bzw. der Zeitraum, in dem sich ein Benutzer auf bestimmten Seiten navigierend
bewegt (Sitzung), identifiziert werden.

Beim personalisierten Web Usage Mining ist das Sammeln von Informationen zu einzelnen Benutzern von
Interesse. Je nach Aktionsmoglichkeiten auf den Webseiten werden die Aktionen in ein Benutzerprofil abge-
legt. Diese Profile sind dann wieder Gegenstand von Clusteranalysen, um Personen gleichen Interesses
(Community) zu identifizieren oder auch von Klassifikationsanalysen, um neue Benutzer den bereits identifi-
zierten Klassen zuordnen zu kénnen. Anwendung der gewonnenen Erkenntnisse sind personalisierte dynami-
sche Webangebote (Newsletter, Portal).

Aber auch die Verbindung der beiden Bereiche Web Usage und Web Content Mining kann zur Analyse bei-
tragen, sie sogar teilweise erst ermdglichen. Benutzer, deren Profil dhnliche Eigenschaften aufweisen, interes-
sieren sich fiir dhnliche Seiteninhalte, d.h., aufgrund des Nutzerprofils kann die semantische Verwandtschaft
von Inhalten abgeleitet werden [17].

3.7 Web Mining vs. Data Mining vs. Text Mining

In der Literatur werden die drei Begriffe Text Mining, Data Mining und Web Mining oft beinahe als Syn-
onyme behandelt, eine klare Abgrenzung wird selten gegeben. Fiir diese Arbeit soll Data Mining der Ober-
begriff aller Vorgénge sein, die aus unstrukturierten Daten oder auch strukturierten Daten neue Zusammen-
hénge filtern. Text Mining nimmt im Gegensatz dazu als Eingabematerial nur Text heran, und Text ist ja nur
ein Teilbereich von Daten, Daten konnen viel mehr sein als Text. Als Beispiel wéren hier Bilder zu nennen,
man kann sich bei der Unterscheidung aber auch auf die Struktur beziehen: Text ist fast immer unstrukturiert,
wihrend Daten in sehr strukturierter Form noch immer Eingabematerial fiir Data Mining sein konnen; einfach
um neue, bisher nicht bekannte Zusammenhénge zu erkennen. Web Mining ist nun wiederum ein Unterbe-
reich des Text Minings: hier ist das Eingabematerial digital gespeicherter Text, der im Internet abrufbar ist.
Web Mining behandelt zum Beispiel das grofle Kapitel der Suchmaschinen und der Metasuchmaschinen. Im
Prinzip lasst sich natiirlich jeder Text auch digital speichern, und jeder digital gespeicherte Text iiber das
Internet abrufen, sobald er auf einem Server liegt und freigegeben ist; trotzdem hat Web Mining mit ganz
eigenen Problembereichen zu kdmpfen, unter anderen ist hier eine grole Redundanz zu nennen, die das Su-
chen von relevanten Informationen noch erschwert, auBerdem erhéhte Zugriffszeiten iiber das Internet gegen-
iiber lokalen Losungen. Diese Arbeit betrachtet Web Mining als eigenen Teilbereich und klammert ihn aus
der ausfiihrlichen Betrachtung aus [7].

Web Mining ist ein Anwendungsfeld von Data-Mining-Techniken, das durch das Internet induziert wurde und
mit Sicherheit zukiinftig noch intensive Aktivititen verspricht. Unterschieden werden im Wesentlichen die
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inhaltsgetriebenen (Web Content Mining) und die verhaltensgetriebenen Analysen (Web Usage Mining). Es
finden auf die Daten des Internets angepasste Techniken Anwendung, wie z.B. die Assoziationsanalyse und
Klassifikation.

Web Mining hat mit denselben Herausforderungen zu kdmpfen wie Data Mining und bemiiht eine spezielle
Auspragung in der Interpretation der Ergebnisse. Auch spielen die Fragen des Datenschutzes bei Web Mining
eine besondere Rolle, gerade im Zusammenhang mit der steigenden Anzahl von kommerziellen Anwendun-
gen im Internet [17].

Web Mining Output:

Neue
Zusammen-
ext Mining hange,
also:

/ Data Mining Inrormatlon &
Daten [JL > Wissen

Fig. 9. Ubersicht iiber die Mining-Verfahren [7]

4 Zusammenfassung

Unvollstindige und falsche Daten verursachen immense Kosten fiir ein Unternehmen. Mit Hilfe von Data
Quality Management kann man diese Probleme in den Griff bekommen. Schon bei der Planung von Projekten
und Unternehmensgriindungen sollte man Quality Management mit einbeziehen. Aber auch fiir vorhandene
Strukturen zahlt es sich aus diese Konzepte umzusetzen und die Daten als wichtiges Firmenkapital zu betrach-
ten. Die Methoden, die angewendet werden konnen, gehen von datennahen Operationen, wie Datenkorrektur,
bis zu prozessorientierten Ansitzen, wie Prozessdesign oder Prozesskontrolle.

Da Datenbanken aus einer grolen Menge von einzelnen Datensétzen bestehen und diese in der Gesamtheit
schwer zu iiberblicken sind, versucht man mittels Knowledge Discovery die Daten zu analysieren und somit
klarversténdliche Profile, Muster und Trends zu finden. Data Mining ist ein Teilschritt des Knowledge Disco-
very Prozesses und besteht aus statistischen Verfahren, wihrend Text Mining eher linguistische Verfahren
einsetzt und Web Mining die speziellen Strukturen im Internet analysiert.

Data Quality Management wird in Zukunft noch mehr an Bedeutung gewinnen und fiir ein erfolgreiches Un-
ternehmen unabléssig sein. Investitionen in diesen Bereich zahlen sich auf jeden Fall aus, auch wenn sie
manchmal ihre Wirkung erst langfristig zeigen.
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